
機械学習
2-3

東京工業大学 工学院情報通信系
中原 啓貴

1



前回までの復習
• 機械学習→データからモデルを引き出す効率的な手段
• 教師あり学習, 教師なし学習, 強化学習
• 分類と回帰

• 離散値のクラスラベルを予測→分類(Classification)
• 連続値を予測→回帰(Regression)
• 識別的分類と生成的分類

• ハイパーパラメータ
• 機械学習では学習されないパラメータ, 人手で指定

• 線形モデル, 非線型モデル
• 最小二乗学習

• 解析的に２乗誤差を解ける→過学習（汎化性能が落ちる）
• 正則化：パラメータ探索空間を制約して過学習を抑制

• データを訓練用とテスト用に分けたり評価方法の工夫が必要
• L2正則化, L1正則化(スパース学習, LASSO)
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今日の内容
• 機械学習の代表的なモデルを俯瞰
• scikit-learn機械学習ライブラリの使用法
• パーセプトロン
• ロジスティック回帰
• サポートベクトルマシン

• カーネルトリック
• 決定木学習

• ランダムフォレスト → Boosting(最終日述べる)
+上記内容の演習
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パーセプトロンによる2値分類
• ニューラルネットワークの原始的なモデル
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ロジット関数
• パーセプトロンでの線形結合モデル＋シグモイド関数
• オッズ比: 事象の起こりやすさを定量化
• 𝒑
(𝟏$𝒑)

,ここでpは正事象の確率変数
• ロジット関数: 入力𝒙, 𝟎 < 𝒙𝒊 < 𝟏, 𝒊 ∈ 𝑵を受け取り,実数
値を出力

𝒍𝒐𝒈𝒊𝒕 𝒑 𝒚 = 𝟏 𝑿 =4
𝒊5𝟎

𝒎
𝒘𝒊𝒙𝒊 = 𝑾𝑻𝑿

• ここで𝒑 𝒚 = 𝟏 𝑿 は特徴量 𝑿が与えられた時の
サンプルがクラス1に属するという条件付き確率
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ロジスティック関数
• サンプルが特定のクラスに属する確率を予測したい
→ロジット関数の逆関数(ロジスティック関数)

シグモイド関数ともいう
𝒔𝒊𝒈𝒎𝒐𝒊𝒅 𝒁 = 𝟏

𝟏=𝒆?𝒁
,

ここで𝒁 = 𝑾𝑻𝑿 = 𝒘𝟎 + 𝒘𝟏𝒙𝟏 + ⋯+𝒘𝒎𝒙𝒎
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ロジステック回帰と分類
• 特徴量𝑿が重み𝑾でパラメータ化されている
• シグモイド関数の出力: サンプルがクラス1に
属している確率
• 例: 気象予報

• クラスラベル(晴れ(𝒚 = 𝟎), 雨(𝒚 = 𝟏))を学習した
学習済みモデル𝒔𝒊𝒈𝒎𝒐𝒊𝒅 𝑿 = 𝟎. 𝟖
→  降水確率80% と回帰
→  雨であると分類

回帰から分類問題に帰着
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ロジスティック回帰の学習
• （補足資料を参考）
• S. Raschka, "Python機械学習プログラミング
", pp.57, 3.3.2 ロジスティック関数の重みの
学習
• 実際にはscikit-learnのAPIで容易にプログラ
ミング可能
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バイアスとバリアンス
• バイアス→モデルの単純さによる誤差
• バリアンス→学習データの違いによる誤差
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バイアスとバリアンス
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バイアス︓⼤
バリアンス︓⼩

バイアス︓⼩
バリアンス︓⼤

• バイアス→モデルの単純さによる誤差
• ノイズに強いが, 複雑な表現はできない: SVM, 最小2乗法

• バリアンス→学習データの違いによる誤差
• 過学習しがち, 複雑な表現可能: Neural Network, 決定木
→アンサンブル学習(後日述べる)によりバリアンスを下げる



正則化によるモデルの調整
• 複雑さ(バリアス・バリアンス)を調整
→汎化性能と過適合(Overfitting)の調整

• L2正則化→荷重減衰(Weight decay)ともいう
• S. Raschka, "Python機械学習プログラミング", 
pp.64-65
• Scikit-learnのハイパーパラメータ"C"を調整
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サポートベクトルマシン
(Support Vector Machine: SVM)
• 広く使われている分類器(SVR回帰もあり)
• パーセプトロンの拡張

• 「ノイズによる汎化能力の低下, 線形分離不可能な問題」の解決
• マージン(超平面な決定境界)を最大化する
• 複雑な超平面をカーネルトリックで実現
→ということは、超平面のハイパーパラメータ探索…
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SVMの学習:マージン最大化
𝒘𝟎 +𝑾𝑻𝑿𝒑𝒐𝒔 = 𝟏

𝒘𝟎 +𝑾𝑻𝑿𝒏𝒆𝒈 = −𝟏

上記より
𝑾𝑻 𝑿𝒑𝒐𝒔 − 𝑿𝒏𝒆𝒈 = 𝟐

ここで

𝑾 = ∑𝒋5𝟏𝒎 𝒘𝒋
𝟐

とすると, 最大化したいマージンM
𝑾𝑻(𝑿𝒑𝒐𝒔$𝑿𝒏𝒆𝒈)

𝑾
= 𝟐

𝑾
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Source: 機械学習⼊⾨〜ハードマージンSVM編〜,
https://qiita.com/pesuchin/items/c55f40b69aa1aec2bd19



スラック変数の導入による
非線形分離問題への対処
• 非線形分離となるデータ（ノイズ）を許容しつつ
パラメータを学習
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Source: 機械学習⼊⾨〜ハードマージンSVM編〜,
https://qiita.com/pesuchin/items/c55f40b69aa1aec2bd19

ハードマージン分類 ソフトマージン分類

マージンの
幅を許容



スラック変数を導入した正則化
𝑾𝑻𝒙(𝒊) ≥ 𝟏 − 𝝃 𝒊 for 𝒚 𝒊 = 𝟏
𝑾𝑻𝒙(𝒊) < −𝟏 + 𝝃 𝒊 for 𝒚 𝒊 = −𝟏
従って, 最小化すべきコスト関数は
𝟏
𝟐
𝑾 𝟐 + 𝑪 ∑𝒊 𝝃 𝒊 ,

ここでCは正則化パラメータ
Cが大きいと幅が狭い(誤分類に非寛容, 探索が収束しない)
Cが小さいと幅が広がる（誤分類に寛容, 収束が速い）
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カーネルトリック(カーネルSVM)
• 線形分離可能な高次元空間にデータを写像
• 詳細はカーネル法を参照

• 再生核ヒルベルト空間, Representer定理, Mercerの定理
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カーネル関数とハイパーパラメータ
• SVMの学習中に使われる指標を工夫
(学習は2次計画法を参照)
𝐊 𝒙 𝒊 , 𝒙 𝒋 = 𝝓 𝒙 𝒊 𝑻

𝝓 𝒙 𝒋

• Kは動径基底関数カーネル(Radial Basis Function kernel)が使わ
ることが多い

𝐊 𝒙 𝒊 , 𝒙 𝒋 = 𝒆𝒙𝒑 − 𝒙 𝒊 $𝒙 𝒋 𝟐

𝟐𝝈𝟐

• 多くの場合, 以下のように簡略化

𝐊 𝒙 𝒊 , 𝒙 𝒋 = 𝒆𝒙𝒑 −𝜸 𝒙 𝒊 − 𝒙 𝒋 𝟐 ,

ここで 𝛄 = 𝟏
𝟐𝝈𝟐
はハイパーパラメータ
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分類木 (Decision Tree)
• 特徴マップを分類する決定木学習, 弱学習器
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分類木の学習
• ランダムにサンプリング
• エントロピーが最大になるように再帰的に分割
• 深さに対するハイパーパラメータが存在→深すぎると過適合
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Random Forest (RF)
• アンサンブル学習の一種
• 複数の分類木（弱学習器）で構成
• クラス分類と回帰が可能
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RFのアプリケーション
• Key point matching [Lepetit et al., 2006]
• Object detector [Shotton et al., 2008][Gall et al., 2011]
• Hand written character recognition [Amit&Geman, 1997]
• Visual word clustering 
[Moosmann et al.,2006]
• Pose recognition 
[Yamashita et al., 2010]
• Human detector 
[Mitsui et al., 2011]
[Dahang et al., 2012]
• Human pose estimation 
[Shotton 2011]
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PythonでRF
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• Scikit-learnを使うだけ
• ハイパーパラメータ：各決定木で学習させるサンプル数
（ブートストラップ標本、後日）→ 𝒏を奨励

• 決定木の深さ→深いと過適合
• 決定木の個数→多いと計算時間がかかる

オブジェクトを宣言
学習
推論



演習(Lec2-3)：様々な分類器
https://github.com/HirokiNakahara/MachineLearning_Lecture/tree/
master/lec2_3

• ロジスティック回帰
• サポートベクトルマシン (SVM)
• 決定木
• ランダムフォレスト
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今日のまとめ
• 機械学習の代表的なモデルを俯瞰
• scikit-learn機械学習ライブラリの使用法
• パーセプトロン
• ロジスティック回帰
• サポートベクトルマシン

• カーネルトリック
• 決定木学習

• ランダムフォレスト → Boosting(最終日述べる)
+上記内容の演習

24


